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STRUKTURA INTELIGENTNEGO SYSTEMU PREDYKCJI ZASTOSOWANEGO W PROCESIE

PROGNOZY REKRUTACJI
Streszczenie

W referacie przedstawiono i scharakteryzowano zasadnicze moduły wcho-dzące w skład Inteligentnego Systemu Predykcji ISP. Dokonano przeglądu wybranych topologii sztucznych sieci neuronowych, które mogą być elementem wykonawczym w procesie prognozy. W końcowej części niniej-szego referatu skoncentrowano się na adaptacji ISP w procesie prognozy naboru studentów w analizowanej placówce akademickiej.

SŁOWA KLUCZOWE

Inteligentny System Prognozy, sztuczne sieci neuronowe, modułowa struktura ISP.

1. WPROWADZENIE

W niniejszym referacie opisano strukturę Inteligentnego Systemu Predykcji (ISP) zastosowanego w procesie prognozy naboru studentów 
w WSZ, w Częstochowie. Scharakteryzowano funkcje i budowę poszcze-gólnych modułów w proponowanym systemie:

· moduł pozyskiwania danych,

· moduł wejściowy zawierający w swojej strukturze moduł kreowania formuł, strukturę baz danych, zbiór wejściowy (na bazie którego utworzono zbiór uczący, walidacyjny, testujący),  

· moduł preprocesingu, 

· moduł wykonawczy,

· moduł wynikowy. 

Elementem wykonawczym w proponowanym ISP są sztuczne sieci neuronowe o różnych topologiach, takich jak:

· jednokierunkowe sieci wielowarstwowe (Multilayer Perceptrons), 

· sieci o radialnych funkcjach bazowych (Radial Basis Function NeNetworks), 

· sieci neuronowe do regresji uogólnionej (Generalized Regression Neural Networks), 

· sieci realizujące regresję liniową (Linear Networks). 

Propozycja zastosowania ISP bazującego na sztucznej inteligencji nie jest przypadkowa. W wyniku analizy przebiegu funkcji naboru studentów stwierdzono, w trakcie realizowanych badań, jej tendencje do nieliniowego charakteru. Funkcja ta ma różny przebieg w obrębie wydziałów anali-zowanej jednostki akademickiej i dynamicznie zmienia się w czasie. Warunkowane jest to m.in. czynnikami behawioralnymi wynikającymi 
z preferencji i zainteresowań potencjalnych studentów jak również wzra-stającą konkurencją na rynku akademickim, kreowanym przez szkoły wyższe. 

2. MODUŁOWA ARCHITEKTURA ISP 

Proponowany w procesie prognozy system ISP ma budowę modułową [1]. Poszczególne moduły w systemie mogą być aktywowane lub dezaktywowane w zależności od preferencji użytkownika i charakteru przeprowadzanych badań. W ramach struktury zaproponowanego systemu inteligentnego zdefiniowano następujące moduły główne (rys. 1):

· moduł pozyskiwania danych,

· moduł wejściowy,

· moduł preprocesinngu zawierający się w module prognozy,

· moduł prognozy (wykonawczy),

· moduł weryfikacji.  
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Rys. 1. Schemat blokowy inteligentnego systemu prognozowania.

Źródło: Opracowanie własne

W module pozyskiwania danych zdefiniowane są mechanizmy aktualizowania oraz agregowania danych opisujących badane zjawisko. Wybrane dane agregowane są w zewnętrznych zbiorach danych tworzonych z wykorzystaniem programu MS Excel. Zmiennymi w tych zbiorach 
są wybrane dni kluczowe na bazie, których zdefiniowano jednowymiarowy szereg czasowy.

W module wejściowym zawarte są informacje, będące istotnym elementem w procesie ich przetwarzania przez sieć neuronową. Zmienne zbioru wejściowego tworzone są na podstawie szeregu czasowego, którego definicja oraz struktura przechowywana jest w oddzielnym zbiorze. Zmienne te są w późniejszym etapie stosowane jako zmienne wejściowe 
w module wykonawczym inteligentnego systemu. Ze zbioru wejściowego zdefiniowanego w module wejściowym i wstępnie przetworzonego przez procedury preprocessingu wyodrębnione zostały zbiory: uczący, testujący 
i walidacyjny. Dane te są od siebie odseparowane i stanowią niezależne podzbiory wykreowane ze zbioru wejściowego. Zbiór uczący jest wykorzy-stywany w procesie uczenia sieci neuronowej, natomiast zbiór testujący oraz zbiór walidacyjny wspierają proces weryfikacji działania subopty-malnej architektury sieciowej. W ramach modułu wejściowego systemu inteligentnego zdefiniowana jest również struktura baz danych, w których gromadzone są zmienne [2].

Moduł preprocesingu realizuje wstępne przetworzenie danych podawanych do modułu wykonawczego (modułu prognozy) jest on isto-tnym elementem implementacji inteligentnego sytemu. Moduł ten zawarty jest w strukturze funkcjonalnej modułu wykonawczego. Odpowiednio przet-worzone dane mogą podnieść między innymi efektywność procesów ucze-nia sieci neuronowych [3]. Przy definiowaniu procedur preprocessingu kierowano się ogólnie przyjętymi założeniami obowiązującymi dla sieci neuronowych. W fazie tej kluczowe znaczenie ma również odpowiednie sformułowanie kryteriów definiujących zbiór wejściowy, który będzie pierwowzorem dla zbiorów sieci neuronowej: uczącego, walidacyjnego oraz testującego. W ramach wstępnego przetworzenia danych wejściowych zaproponowano następujące procedury optymalizujące [4]:

· określenie współczynnika korelacji. Procedura statystyczna określa-jąca predyktywną zależność między szeregami czasowymi zawar-tymi w zbiorze wejściowym. Realizowana ona była na poziomie modułu wejściowego;

· procedury preprocessingu dla sieci neuronowej, w skład których wchodzą mechanizmy: skalowania, normalizacji, standaryzacji;

· procedury zawierające opis mechanizmów doboru parametrów sieci neuronowej.

Procedury preprocessingu mają  na celu wstępnie optymalizować przetwa-rzane przez sieć neuronową dane. Przekształcenia wykonywane w ramach procesu preprocessingu swoim zakresem obejmują dane wejściowe i daną wyjściową. Wynika to ze struktury wzorców uczących, zdefiniowanych 
w postaci szeregów czasowych, zawierających formuły, będące zmiennymi wejściowymi i przyporządkowaną im zmienną wyjściową. 

Moduł prognozy stanowił element wykonawczy ISP. W module tym zdefiniowano optymalne architektury sieci neuronowych [5]. Zdefinio-wano zbiór sieci neuronowych zachowując ich różnorodność strukturalną. W ramach badań zdefiniowano i badano, w procesie predykcji badanego zjawiska, m.in. architektury sieci o radialnych funkcjach bazowych RBF (Radial Basis Function Networks), sieci realizujące regresję uogólnioną GRNN (Generalized Regression Neural Network), jednokierunkowe sieci wielowarstwowe MLP (Multilayer Perceptrons) oraz sieci liniowe (Linear Networks). Wybór tych sieci nie był przypadkowy, gdyż są one stosowane w procesach predykcji. Pominięte zostały sieci Kohonena (Kohonen Self-Organizing Feature Maps) oraz sieci probabilistyczne PNN (Probabilistic Neural Networks), gdyż są one stosowane w procesach klasyfikacji, gdzie generowana jest na wyjściu zmienna symboliczna.

W modelu weryfikacji w celu sprawdzenia wygenerowanych wyni-ków prognozy, a w rezultacie zdefiniowania zagregowanego zbioru opty-malnych sieci neuronowych w module predykcji posłużono się uniwer-salnymi miarami jakości prognozy. W badaniach jakość prognozy spraw-dzana była na szeregu empirycznej prognozy. Elementy szeregu czasowego stanowiły składowe przykładów uczących określone w zbiorze uczącym oraz walidacyjnym. 

3. TOPOLOGIE SIECI NEURONOWYCH IMPLEMENTOWA-NE W MODULE WYKONAWCZYM PROGNOZY 

3.1. Sieci o radialnych funkcjach bazowych RBF

W ramach badań zdefiniowano i obserwowano, w procesie predykcji naboru studentów, m.in. architektury sieci o radialnych funkcjach bazowych (RBF). Zdefiniowane sieci o radialnych funkcjach bazowych cechuje struktura warstwowa w ramach, której określone są: warstwa wejściowa, jedna warstwa ukryta z neuronami radialnymi oraz warstwa wyjściowa złożona z neuronów o charakterystykach liniowych (rys. 2). 

Neurony wchodzące w skład warstwy wejściowej nie dokonują żadnych obliczeń na danych przetwarzanych przez sieć neuronową. Wprowadzane informacje reprezentowane przez przykłady uczące są przekazywane 
do neuronów drugiej warstwy bez żadnych form przetwarzania. Domyślnie neurony te posiadają liniową funkcję aktywacji [6]. Neurony warstwy ukrytej pełnią funkcję agregującą dane wejściowe. Wyznaczana jest odle-głość pomiędzy wektorem reprezentującym zmienne wejściowe a wektorem wag. Wyznaczona zagregowana wielkość stanowi parametr funkcji akty-wacji.


[image: image2.emf]
Rys. 2. Struktura sieci neuronowej o radialnych funkcja bazowych.
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Najczęściej jako funkcje aktywacji w tego typu sieciach neuronowych stosuje się funkcje gaussowskie, które implikują duże wartości wyjściowe neuronów ukrytych. W przypadku, kiedy występuje duże podobieństwo pomiędzy wektorem wejściowym a wektorem wag, wartość ta jest okre-ślona na wysokim poziomie. W ramach prowadzonych badań w neuronach warstwy radialnej stosowane są wykładnicze funkcje aktywacji, natomiast 
w warstwie wyjściowej neurony wyposażone są w liniowe funkcje aktywacji. Neurony alokowane w warstwie wyjściowej, agregują wartości wyjściowe neuronów warstwy radialnej. Obliczana jest ważona wartość generowana przez neurony warstwy ukrytej, a następnie wartość wyjściowa sieci na bazie liniowej funkcji aktywacji. Warunkiem utworzenia przez sieć RBF skutecznego modelu dowolnej funkcji jest jednak zapewnienie 
w strukturze sieci dostatecznej liczby neuronów radialnych. Złożona struktura warstwy ukrytej gwarantuje, że uzyskane rozwiązanie będzie odwzorowywało zadaną funkcję z całkowicie satysfakcjonującą wiernością. Właściwie dobrana liczba neuronów warstwy radialnej zapewnia, że można do każdego istotnego szczegółu modelowanej funkcji przywiązać odpowiedni neuron radialny, a w efekcie wygenerować w sposób wystar-czająco wierny odwzorowywane funkcje. 

Uczenie sieci o radialnych funkcjach bazowych w zaproponowanym ISP przebiega w trzech etapach [7]:

1. Określenie wag neuronów ukrytych (wyznaczanie centrów). W pierw-szym etapie procesu uczenia ustalane są wartości wag neuronów war-stwy radialnej. W tym celu stosowane są zwykle metody uczenia bez nauczyciela (bez nadzoru). W przypadku, kiedy zdefiniowana stru-ktura sieci RBF zawiera liczbę neuronów ukrytych równą liczbie przy-padków uczących, to wektor wag określany jest na bazie wektorów wejściowych poszczególnych wzorców (przykładów uczących). W sy-tuacji gdy liczba neuronów warstwy ukrytej jest mniejsza od liczby przykładów uczących w obrębie zbioru uczącego określane są skupie-nia (zgrupowania) zmiennych, ich liczba jest warunkowana ilością neuronów ukrytych. Wagi przyjmują wartości równe współrzędnym punktów stanowiących środki skupień występujących w zbiorze uczącym. 

2. Określenie kształtu funkcji aktywacji poprzez określanie odchyleń ra-dialnych. Istotnym elementem w procesie uczenia sieci o radialnych funkcjach bazowych jest określenie rozpiętości gaussowskich funkcji aktywacji. Czynnikiem wpływającym na kształt funkcji aktywacji jest rozkład punktów reprezentujących skupienia zdefiniowanego zbioru uczącego. Rozprzestrzenienie danych w każdym skupieniu jest w sieci odzwierciedlane przez wartość odchylenia radialnego. Wartość odchylenia może zostać ustalona przy wykorzystaniu różnych technik. W najprostszym przypadku może zostać bezpośrednio określona przez użytkownika (dobór arbitralny) lub może zostać wyznaczona w wyni-ku zastosowania odpowiedniej metody algorytmicznej, na przykład metody równomiernego przydziału czy też metody K-najbliższych sąsiadów.

3. Optymalizacja liniowa. Po wyznaczeniu centrów skupień danych wej-ściowych i ich zasięgów, odzwierciedlonych w toku uczenia w neu-ronach warstwy radialnej, przychodzi pora na uczenie neuronów war-stwy wyjściowej. Liniowa warstwa wyjściowa jest zwykle uczona 
w dość specyficzny sposób, mianowicie parametry są zwykle optyma-lizowane za pomocą techniki pseudoinwersji. Technika ta jest szybka w realizacji i jeśli tylko wartości odchyleń nie są zbyt małe to gwaran-tuje minimalizację błędu wprowadzanego przez neurony wyjściowej warstwy sieci. Do uczenia warstwy wyjściowej można również wyko-rzystać metodę gradientów sprzężonych, Quasi-Newtona, wstecznej propagacji błędów, szybkiej propagacji lub Delta-bar-Delta. 

3.2. Sieci realizujące regresję uogólnioną GRNN

Drugim typem sieci stosowanych w prowadzonych badaniach są się-ci realizujące regresję uogólnioną. Sieci te zwane są również sieciami realizującymi regresję uogólnioną, lub sieciami typu GRNN (GRNN – Generalized Regression Neural Network). Zawierają one cztery warstwy (rys. 3) wejściową, radialną (przechowującą centra), regresyjną oraz wyj-ściową [8].

Neurony warstwy radialnej określają centra skupień występujących 
w danych uczących. W procesie uczenia tej warstwy wykorzystuje się algorytmy grupujące (np. algorytm powtórnego próbkowania, k-średnich oraz Kohonena). Dzięki temu liczba neuronów znajdujących się w warstwie radialnej może być mniejsza od liczby przypadków uczących. Neurony 
tej warstwy modelują na wyjściu funkcje gaussowskie ulokowane nad elementami zbioru uczącego.

Warstwa regresyjna musi mieć dokładnie o jeden neuron więcej niż warstwa wyjściowa i zdefiniowane neurony liniowe. Warstwa ta zawiera dwie kate-gorie neuronów: neurony typu X obliczają warunkową regresję dla każdej zmiennej wyjściowej, natomiast pojedynczy neuron typu Y oblicza gęstość prawdopodobieństwa.

Warstwa wyjściowa spełnia specjalną funkcję. Każdy z neuronów korzysta z wartości generowanych przez warstwę poprzednią i wyznacza iloraz war-tości wyjściowej odpowiadającego mu neuronu klasy X i wartości wyjścio-wej neuronu klasy Y.
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Rys. 3. Struktura sieci neuronowej realizującej regresję uogólnioną
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Uczenie sieci GRNN polega na przekopiowaniu wektorów wejściowych 
ze zbioru uczącego do neuronów ukrytych warstwy pośredniej. Następnym krokiem w procesie uczenia sieci realizujących regresję uogólnioną jest optymalizacja kształtu funkcji gaussowskich i wyznaczenie wartości wag pozostałych warstw. Procedura wyznaczania wartości współczynników wagowych realizowane jest w taki sposób by umożliwione została okre-ślenie średniej ważonej [8]. 

3.3. Sieci jednokierunkowe wielowarstwowe typu perceptron

W badaniach trzecią kategorią sieci neuronowych są sieci jedno-kierunkowe wielowarstwowe typu perceptron. Sieci te są optymalne w zja-wiskach regresji [9]. Sieci tego typu mają określoną jedną warstwę wejściową, jedną lub kilka warstw ukrytych, jedną warstwę wyjściową 
(rys. 4). W ramach ich struktury zdefiniowane są funkcje liniowe oraz nieli-niowe funkcje aktywacji określone w neuronach warstwy ukrytej. Sieci MLP mogą być uczone za pomocą wielu algorytmów tak np.: algorytmu gradientów sprzężonych, algorytmu Quasi-Newtona, algorytmu Levenber-ga-Marquardta, algorytmu wstecznej propagacji błędów, algorytmu szybkiej propagacji lub algorytmu Delta-bar-Delta [8]. 


[image: image4.emf]
Rys. 4. Struktura sieci neuronowej typu perceptron wielowarstwowy
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3.4. Sieci liniowe

Kolejną kategorią są sieci liniowe posiadają tylko dwie warstwy: warstwę wejściową i warstwę wyjściową (rys. 5). Informacje przetwarzane są w drugiej warstwie w obrębie sieci, która określona jest liniową funkcją PSP oraz liniową funkcję aktywacji [10].


[image: image5.emf]
Rys. 5. Struktura sieci liniowej

Źródło: Opracowanie własne

Ze względu na stopień zawiłości analizowanego zjawiska sieci liniowe 
w realizowanych badań posłużyły jako układ odniesienia na bazie, którego dokonano porównania z sieciami o większym stopniu złożoności struktu-ralnej. Rozwiązując problem z użyciem sieci neuronowych przeprowadzono na początku uczenie sieci liniowej, gdyż stanowi ona często zadowalająco dobre rozwiązanie w przeciwnym przypadku należało zastosować pozostałe złożone modele. Do uczenia sieci liniowych można użyć metody pseudo-inwersji. Technika ta optymalizuje warstwę wyjściową, to znaczy bez-pośrednio dostarcza optymalnych wartości współczynników dla wszystkich neuronów całej warstwy sieci - pod warunkiem, że jest to warstwa liniowa. Zaletą pseudoinwersji jest szybkość oraz duża gwarancja osiągnięcia opty-malnego rozwiązania. W procesie uczenia tego typu sieci można również użyć algorytmu wstecznej propagacji błędów, szybkiej propagacji lub Delta-bar-Delta [8].

4. ADAPTACJA ISP W PROCESIE PROGNOZY NABORU  STUDENTÓW W WYŻSZEJ SZKOLE ZARZĄDZANIA 
W CZĘSTOCHOWIE

Na tym etapie badań podjęto próbę adaptacji inteligentnego systemu ISP w procesie prognozy naboru. Proces prognozowania naboru studentów określono, jako zjawisko nieliniowe zmienne w czasie. Kształt przebiegu funkcji naboru studentów warunkowany było takimi czynnikami jak: indy-widualne preferencje i zainteresowania potencjalnych studentów, zapotrze-bowanie rynku pracy na specjalistów w dziedzinach zarządzanie i marketing oraz informatyka. 

W pierwszej fazie adaptacji Inteligentnego Systemu Prognozowania zdefiniowano przesłanki prognostyczne. W zakresie tej fazy badań obser-wowano mechanizmy rozwojowe prognozowanego zjawiska oraz dostępne informacje ilościowe. Na bazie prowadzonych obserwacji skonstruowano zbiór wejściowy z wykorzystaniem jednowymiarowego szeregu czasowego. Zmiennymi w szeregu były dni kluczowe wybrane z przedziału czasowego od 1998 do 2003. Zakres przedziału wynikał z rzeczywistego funkcjo-nowania naboru w obserwowanej uczelni. Na bazie wyselekcjonowanych ciągów obserwacji zdefiniowano wzorce stanowiące elementy strukturalne zbiorów uczącego walidacyjnego, testującego. Procedury kreowania tych zbiorów określone były następującymi zasadami:

· wstępną analizą danych zakończoną dekompozycją obserwowanego 

szeregu czasowego, 

· budową modeli cząstkowych charakteryzujących składowe procesu naboru studentów w obrębie badanej placówki naukowo-dyda-ktycznej,

· konstrukcją modelu zagregowanego interpretującego w skali makro specyfikę procesu naboru studentów.

W ramach wstępnej analizy danych przeprowadzono weryfikację poprawności zdefiniowanych szeregów czasowych, w celu późniejszego ich zastosowania w konstrukcji zbiorów: uczącego, walidacyjnego, testującego. Na tym etapie adaptacji ISP, dokonano również konstrukcji modeli cząstko-wych prezentowanych, jako niezależne sieci neuronowe. Opisywały one poszczególne składowe procesu naboru studentów [10]. W ramach uczelni nabór studentów, podlegający procesowi prognozy, prowadzony był równo-legle na różne wydziały. Cechowała go również odmienna specyfika prze-biegu. W związku z tym założeniem, ze zbioru wejściowego wyodrębniono cztery podzbiory, w których zawarte były informacje dotyczące procesu naboru na poszczególne kierunki studiów, a mianowicie:

· Zarządzanie i Marketing studia zaoczne,

· Zarządzanie i Marketing studia dzienne,

· Informatyka studia dzienne,

· Informatyka studia zaoczne.

Każdy z tak zadeklarowanych zbiorów miał przyporządkowany zestaw modeli cząstkowych, reprezentowanych przez sieci neuronowe 
o zróżnicowanej strukturze (rozdz. 3). Zagregowany zbiór sieci w trakcie implementacji systemu ISP był niezależnie uczony i weryfikowany. Zde-finiowane suboptymalne sieci neuronowe miały odpowiednio przyporząd-kowane algorytmy uczenia. Istotnym elementem w trakcie adaptacji syste-mu ISP był wybór rodzaju sieci. Stosując metody heurystyczne oraz tech-niki nieliniowej optymalizacji wybrano suboptymalne sieci neuronowe. Przy wyborze sieci neuronowych określano odpowiednio warunki począt-kowe. W zakresie definicji warunków początkowych ustalano początkowe wartości współczynników wagowych oraz określano odpowiednio strukturę wybranych topologii sieci. Optymalne sieci neuronowe zastosowano 
w procesie prognozy naboru studentów. W oparciu o uniwersalne miary jakości prognozy zweryfikowany jakość zaproponowanego systemu 
w procesie predykcji.

5. PODSUMOWANIE

Sieci neuronowe będące elementem sztucznej inteligencji stanowią, uniwersalne narzędzie w analizie szeregów czasowych. Sieci te charakte-ryzuje umiejętność przetwarzania danych określonych paradygmatem nieliniowym, dynamicznych, opisanych dużą ilością parametrów swobod-nych, oraz możliwością wystąpienia informacji niekompletnych i rozmy-tych. Zaproponowany Inteligentny System Prognozowania na bazie sieci neuronowych charakteryzuje się zdolnością do adaptacji w zmiennym dynamicznym środowisku oraz umiejętnością do samouczenia oraz genera-lizacji. Właściwości te decydowały o jego skuteczności w procesie predyk-cji. W procesie adaptacji inteligentnego systemu należało w sposób dokład-ny zdefiniować otoczenie i zbiór zmiennych opisujących badane zjawisko. Zbiór uczący był dostatecznie zupełny, czyli w sposób szczegółowy sfor-mułowano jego elementy strukturalne (przykłady) decydujące o efektyw-ności funkcjonowania systemu ISP. Ze względu na dużą elastyczność systemu oraz jego modułowy charakter proces adaptacji był realizowany 
w sposób zautomatyzowany. Zaproponowany system ISP może stanowić efektywną alternatywę w procesie predykcji dla tradycyjnych metod prognozowania na bazie analizy szeregów czasowych opartych na klasycz-nych algorytmach statystycznych. 
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